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Аннотация
Введение. Несмотря на значительный прогресс в обеспечении общественного здоровья, инфекцион-
ные болезни остаются широко распространенными, сохраняя одну из лидирующих позиций в структуре 
глобальной смертности. Появление новых и «возвращение» ранее известных инфекционных болезней, 
динамика эпидемий по-прежнему остаются труднопредсказуемыми процессами. Моделирование эпи-
демического процесса и прогнозирование его динамики являются ценными инструментами принятия 
решений в области общественного здравоохранения. Цель работы – на основании данных научной ли-
тературы систематизировать существующие методики моделирования и прогнозирования заболевае-
мости инфекционными болезнями. Материалы и методы. Проведен обзор научной литературы на тему 
моделирования и прогнозирования заболеваемости инфекционными болезнями. Поиск проводился без 
временных ограничений. Для изучения публикационной активности использовалась система глубокого 
анализа текстов. Результаты и обсуждение. Выделены следующие наиболее употребительные классы 
методов моделирования: регрессионные модели, модели временных рядов, многокамерные (компарт-
ментные) модели, агентные модели и искусственные нейронные сети. Отмечено, что ряд методов (ре-
грессионный анализ, анализ временных рядов, искусственные нейронные сети) относительно просты в 
реализации, однако требуют наличия достаточно большого объема ретроспективных данных для обуче-
ния модели. Многокамерные модели частично лишены этого ограничения, существует возможность бы-
строго их создания для анализа «новых» и «возвращающихся» инфекций, однако их реализация связана с 
проблемой неоднородности популяции хозяина. Агентные модели, наиболее совершенно описывающие 
неоднородность популяции хозяина и социальных взаимодействий в ней, отличаются высокой техни-
ческой сложностью. Заключение. Существующие методы моделирования в эпидемиологии покрывают 
основные практические задачи в данной отрасли. Вместе с тем, сохраняется потребность в программной 
реализации алгоритмов моделирования и прогнозирования в виде дружественных пользователю про-
граммных средств, что позволит внедрять их в широкую практику специалистов общественного здра-
воохранения.
Ключевые слова: эпидемиологический надзор, статистическая модель, математическая модель, агент-
ная модель, искусственные нейронные сети, прогнозирование
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Abstract
Introduction Despite dramatic progress in public health, infectious diseases are common issue leading to 
significant burden in terms of morbidity and mortality, and emergence and re-emergence of infections and its 
dynamic are often unpredictable. Infectious diseases modelling and forecasting is effective instrument for policy 
making in epidemiology. The aim of the review is to systematize current literature on modelling and forecasting in 
infectious disease epidemiology. Materials and methods Literature review in field of modelling and forecasting 
of infectious diseases without restrictions by publication date was conducted. Publication activity was estimated 
using text mining software. Results and discussion The following most common classes of modelling methods 
were marked: regression models, time-series models, compartmental models, agent-based models and artificial 
neural networks. It was noted that a number of methods (regression analysis, time-series models and artificial 
neural networks) are relatively simple to implement, but a considerable volume of history data is required for 
teaching these models. Compartmental models are partially free from this restriction, and they can be rapidly 
developed for assessment of emerging and reemerging infections, but their implementation presents issues 
caused by host population heterogeneity. Agent-based models that present most complete descriptions of host 
population heterogeneity and social interactions within it are extremely complex from the technical point of 
view. Conclusion Despite the presence of various mathematical algorithms for disease modelling, the demand for 
user-friendly statistical software for disease forecasting in field practice is persist. 
Keywords: surveillance, statistical models, mathematical models, agent-based models, artificial neural networks, 
forecasting
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ВВЕДЕНИЕ
Во второй половине XX века в академической 

среде преобладал оптимизм в отношении готов-
ности человечества к борьбе с инфекционными 
заболеваниями. Это отразил в своем труде лауреат 
Нобелевской премии, вирусолог Ф. Бернет, повто-
рив распространенное в то время мнение как уче-
ных, так и неспециалистов: «наиболее вероятный 
прогноз в отношении будущего инфекционных 
болезней состоит в том, что с ними будет очень 
скучно» (“the most likely forecast about the future of 
infectious disease is that it will be very dull”) [1]. Одна-
ко, несмотря на значительный прогресс в обеспе-
чении общественного здоровья, инфекционные 
болезни остаются широко распространенными, со-
храняя одну из лидирующих позиций в структуре 
глобальной смертности. Появление новых и «воз-
вращение» ранее известных инфекционных болез-
ней, динамика эпидемий по-прежнему остаются 
труднопредсказуемыми процессами, и в течение 
только первых 20 лет XXI века человечество стол-
кнулось с такими беспрецедентными угрозами, 
как SARS (2003 г.), грипп H1N1 (2009 г.), лихорадки 

Эбола (2013 г.) и Зика (2016 г.), COVID-19 (2019 г.). В 
этой связи предсказание развития эпидемическо-
го процесса очевидно является мощным инстру-
ментом диагностической (аналитической) подси-
стемы эпидемиологического надзора, способным 
повысить эффективность борьбы с инфекционны-
ми болезнями. 

В эпидемиологии предсказание (прогноз) опре-
деляют как «метод оценки будущих событий пу-
тем экстраполяции существующих тенденций». 
Отдельно выделяется метод построения сценари-
ев – «предсказание будущих событий на основании 
серий предположений об альтернативных возмож-
ностях, а не на экстраполяции существующих тен-
денций» [2].

Качество прогноза зависит от ряда условий. 
Необходим достаточный массив ретроспективных 
данных, собранных с определенной точностью. 
Период наблюдения, предшествующий прогно-
зу, должен содержать информацию о долговре-
менных трендах, сезонных и других циклических 
изменениях, так как подобные повторяющиеся 
тенденции и в будущем могут воспроизводиться с 
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большой вероятностью. Качественный учет таких 
явлений существенно повышает уровень аппрок-
симации прогнозных значений, полученных в ходе 
моделирования. Закономерности, обнаруженные в 
ретроспективных данных, должны находить био-
логически правдоподобное объяснение с точки 
зрения природы возбудителя, факторов среды и 
свойств изучаемой человеческой популяции. Сле-
дует учитывать любые вмешивающиеся факторы, 
такие как изменения классификации, порядка ди-
агностики изучаемого заболевания.  Помимо дан-
ных, получаемых в рамках функционирования ин-
формационной подсистемы эпидемиологического 
надзора, при построении моделей эпидемическо-
го процесса могут применяться и сохранившиеся 
исторические материалы [3].

При составлении долгосрочного прогноза учи-
тывается действие факторов, которые могут по-
явиться в будущем и оказать влияние на факти-
ческий уровень заболеваемости. Это могут быть 
факторы среды (например, климатические); фак-
торы, связанные с образом жизни изучаемой попу-
ляции людей и их готовностью модифицировать 
свое поведение в зависимости от воспринимаемой 
степени эпидемиологической угрозы; генетиче-
ские изменения в популяции возбудителя [4].

Процедура создания прогноза в общем виде со-
стоит из следующих этапов [5]:

1. Определение области и границ прогноза. 
Объектом прогнозирования должно быть забо-
левание, представляющее собой актуальную про-
блему здравоохранения. По типу прогнозируемо-
го события различают модели, прогнозирующие 
накопленную заболеваемость, срок, длительность 
и интенсивность подъема заболеваемости. Необ-
ходимо определить горизонт прогнозирования: до 
3 месяцев (краткосрочный), от 3 месяцев до 2 лет 
(среднесрочный), свыше двух лет (долгосрочный). 
При этом для краткосрочного и долгосрочного 
прогнозирования могут применяться принципи-
ально разные методы. 

2. Определение входных переменных. Исследо-
вателю необходимо выбрать данные, на которых 
будет строиться прогноз, глубину анализируемого 
периода, оценить опасность ошибок, связанных с 
изменениями классификации изучаемого заболе-
вания и наличие вмешивающихся факторов, спо-
собных повлиять на результат прогноза.

3. Оценка качества входных данных и подготов-
ка их к анализу. Исходными данными для построе-
ния прогноза могут служить сведения о состоянии 
здоровья изучаемой популяции (заболеваемость, 
частота обращения за медицинской помощью), ре-
зультаты мониторинга циркуляции возбудителей, 
средовых и социальных факторов. Все первичные 
материалы проверяются на надежность, оценива-
ется их полнота, наличие пропусков и выскакива-
ющих значений (выбросов). 

4. Анализ данных. Изучаются свойства входных 

значений: наличие тенденций, сезонных и других 
циклических изменений. Производится поиск вза-
имосвязей между различными входными перемен-
ными (например, методами корреляционного ана-
лиза).

5. Выбор методов прогнозирования и их приме-
нение к входным значениям.

6. Сравнение результатов работы различных 
методов прогнозирования.

7. Выбор окончательного варианта прогноза. 
8. Мониторинг ситуации и обновление прогноза. 
В эпидемиологии моделирование служит не-

скольким задачам [6]: 
1) изучение закономерностей распространения 

инфекционных заболеваний; 
2) прогнозирование тенденций эпидемическо-

го процесса; 
3) оценка потенциальной эффективности и 

планирование профилактических и противоэпиде-
мических мероприятий. 

В практической деятельности эпидемиологов 
прогнозирование является наиболее очевидным 
вариантом применения моделирования.  

Цель работы – на основании данных научной 
литературы систематизировать существующие 
методики моделирования и прогнозирования за-
болеваемости инфекционными болезнями.

МАТЕРИАЛЫ И МЕТОДЫ
Поиск литературы проведен в базе данных 

Pubmed без временных ограничений. Поскольку 
поиск по простым ключевым словам дал крайне 
неспецифические результаты, в поисковый запрос 
были включены тематические рубрикаторы и опе-
раторы исключения. В итоге поиск научных работ 
производился по следующему запросу: (“epidemics” 
[mesh terms] OR “infections” [mesh terms]) AND 
(“forecasting” [mesh terms] OR “models, statistical” 
[mesh terms]) NOT “therapy” NOT “Cardiovascular” 
NOT “telemedicine” NOT “cell”». Найденные публи-
кации сохранялись с помощью библиографиче-
ского менеджера Zotero 5.0.95.1 и проверялись на 
предмет соответствия тематике обзора в два эта-
па: просеиванием по названию публикации и тек-
сту резюме, по полному тексту. 

РЕЗУЛЬТАТЫ И ОБСУЖДЕНИЕ
В ходе поиска найдена 29 221 публикация. Ос-

новная масса научных работ, посвященных изуча-
емой тематике (68,8 %), вышла в период с 2007 г. 
по 2021 г., при этом публикационная активность 
значимо возросла в период пандемии COVID-19 
(рис. 1). Статьи, связанные перекрестным ци-
тированием, опубликованы главным образом в 
2010−2016  гг. 

Из всего многообразия описанных методов 
моделирования и прогнозирования наиболее ак-
тивно применяются следующие типы моделей: 
статистические (регрессионные, модели времен-
ных рядов), математические (компартментные 
(многокамерные), агентные) и основанные на ма-
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шинном обучении (метод случайного леса (random 
forest), искусственные нейронные сети). Наряду с 
перечисленным существуют ансамблевые модели: 

в них вычисляются веса одиночных прогнозов при 
их объединении, основываясь на том, насколько 
хорошо они работали на обучающей выборке.

Эпидемиология / Epidemiology

 
Рис. 1. Динамика публикационной активности на тему моделирования и 

прогнозирования в эпидемиологии, библиографическая система Pubmed 

(параметры поиска приведены в тексте) 

Регрессионные модели 

Данный класс моделей применяется для описания взаимоотношений между 

риском неблагоприятного исхода (переменной исхода) и объясняющими 

переменными. При этом необходимо отметить, что под исходом может 

пониматься широкий диапазон событий, включая смерть, заболевание, 

выздоровление, ремиссию. Поскольку в биологических системах параметры редко 

имеют нормальное распределение, вместо собственно линейных регрессионных 

моделей чаще применяются обобщенные линейные модели. К этой категории 

относятся модель Кокса, логистическая регрессия и регрессия Пуассона, 

отрицательная биномиальная регрессия. 

Регрессионные модели строятся из допущения, что тенденции 

эпидемического процесса зависят от некоторых факторов, интенсивность которых 

легко измерима. При этом взаимосвязь между переменной исхода и 

независимыми переменными должна быть биологически объяснима, а риск 

возможного воздействия вмешивающейся переменной, оказывающей влияние 

одновременно на переменную исхода и объясняющую переменную по 

возможности исключен (что является частью регрессионной диагностики).  

Прогнозирование на основе регрессионных моделей применяется в 

отношении инфекционных заболеваний с выраженной сезонностью, когда 

влияние на эпидемический процесс климатических и других средовых факторов 

представляется высоковероятным. Поэтому регрессионный анализ нашел 
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Рис. 1. Динамика публикационной активности на тему моделирования и прогнозирования в эпидемиологии, 

библиографическая система Pubmed (параметры поиска приведены в тексте)

Регрессионные модели
Данный класс моделей применяется для описа-

ния взаимоотношений между риском неблагопри-
ятного исхода (переменной исхода) и объясняющи-
ми переменными. При этом необходимо отметить, 
что под исходом может пониматься широкий диа-
пазон событий, включая смерть, заболевание, выз-
доровление, ремиссию. Поскольку в биологических 
системах параметры редко имеют нормальное рас-
пределение, вместо собственно линейных регрес-
сионных моделей чаще применяются обобщенные 
линейные модели. К этой категории относятся мо-
дель Кокса, логистическая регрессия и регрессия 
Пуассона, отрицательная биномиальная регрессия.

Регрессионные модели строятся из допущения, 
что тенденции эпидемического процесса зависят 
от некоторых факторов, интенсивность которых 
легко измерима. При этом взаимосвязь между 
переменной исхода и независимыми переменны-
ми должна быть биологически объяснима, а риск 
возможного воздействия вмешивающейся пере-
менной, оказывающей влияние одновременно на 
переменную исхода и объясняющую переменную 
по возможности исключен (что является частью 
регрессионной диагностики). 

Прогнозирование на основе регрессионных мо-
делей применяется в отношении инфекционных 
заболеваний с выраженной сезонностью, когда 
влияние на эпидемический процесс климатиче-
ских и других средовых факторов представляется 
высоковероятным. Поэтому регрессионный ана-
лиз нашел широкое применение в прогнозирова-
нии эпидемического процесса трансмиссивных 
инфекций. Например, модель прогнозирования за-
болеваемости клещевым вирусным энцефалитом 
в Австрии, Германии и Швейцарии основана на та-
ких предикторах, как климатические параметры, 
характеристика населения, охват профилактиче-
скими прививками и индекс плодоношения бука 
европейского (Fagus sylvatica), плодами которого 
питаются грызуны-прокормители иксодовых кле-

щей [7]. Также модель с похожим принципом была 
разработана для прогнозирования заболеваемо-
сти лихорадкой денге [8]. В работе Chatterjee C. и 
соавторов продемонстрирована работоспособная 
модель, предсказывающая заболеваемость маля-
рией, где в качестве предикторов использованы 
частота лабораторного подтверждения случаев 
малярии, максимальная температура воздуха, ми-
нимальная влажность и численность населения 
анализируемой территории [9]. 

Регрессионные модели применяются для про-
гнозирования и других классов инфекционных 
заболеваний. Так, для энтеровирусной инфекции 
было многократно и убедительно показано влия-
ние климатических факторов на заболеваемость 
[10, 11], что позволило создать модели прогнози-
рования, в которых в качестве объясняющих пере-
менных использованы интенсивность инсоляции, 
температура воздуха, влажность и скорость ветра 
[12]. Существуют также регрессионные модели за-
болеваемости диарейными инфекциями [13, 14], в 
том числе ротавирусной инфекцией [15].

Регрессионные модели используются для про-
гнозирования и заболеваемости инфекциями, 
связанными с оказанием медицинской помощи 
(ИСМП), и оценки эпидемиологической ситуации. 
Так, Национальная сеть безопасности здравоохра-
нения (National Healthcare Safety Network, NHSN) 
Центров контроля и профилактики заболеваний 
(Centers for Disease Control and Prevention, CDC) 
США внедрила методику моделирования эпидеми-
ческого процесса инфекций области хирургическо-
го вмешательства, госпитальных пневмоний, ка-
тетер-ассоциированных инфекций и ряда других 
ИСМП с применением отрицательной биномиаль-
ной и логистической регрессии. Спрогнозирован-
ное число случаев ИСМП применяется для расчета 
стандартизованного отношения числа случаев за-
болеваний (Standardized Infection Ratio, SIR), кото-
рое вычисляется как отношение числа наблюдае-
мых случаев к числу спрогнозированных случаев. 
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При статистически значимом росте показателя 
делается вывод о возможном эпидемиологическом 
неблагополучии, при снижении – о возможном не-
доучете случаев ИСМП [16]. 

Таким образом, регрессионные модели явля-
ются ценным инструментом анализа эпидемиоло-
гических данных, раскрывающим детерминанты 
эпидемического процесса. В отличие от моделей, 
описывающих передачу инфекции от человека к 
человеку, прогноз на основе регрессии применим 
к инфекциям, при которых передача возбудителя 
происходит опосредованно (с участием водного 
фактора или переносчика). Вместе с тем, потреб-
ность в большом объеме ретроспективных данных 
затрудняет применение регрессии для моделиро-
вания новых и «возвращающихся» инфекций.

Анализ временных рядов
Анализ временных рядов с использованием 

статистического моделирования является одним 
из наиболее популярных приложений статисти-
ческих методов в прогнозировании динамики фи-
нансовых показателей, в климатологии, космоло-
гии, статистической физике и в других отраслях 
знаний [17]. Метод предполагает изучение струк-
туры временного ряда для последующего прогно-
зирования путем экстраполяции и включает в себя 
разложение (декомпозицию) временного ряда с 
получением четырех основных компонент: трен-
да (характеризует долговременную тенденцию в 
данных), циклической компоненты (долговремен-
ные циклические колебания, обычно занимающие 
несколько лет), сезонной компоненты (кратковре-
менные циклические изменения с фиксированной 
частотой) и нерегулярной компоненты («шум», 
вызванный действием случайных факторов). Про-
стейшая модель данного класса строится на основе 
параметров авторегрессии наблюдаемого времен-
ного ряда (авторегрессионная модель, AR). Даль-
нейшее развитие моделей данного класса привело 
к появлению модели авторегрессии – скользящего 
среднего (ARMA), интегрированной модели авто-
регрессии – скользящего среднего (ARIMA) и ряда 
других. В современной эпидемиологии модель 
ARIMA нашла применение в анализе и прогнози-
ровании заболеваемости населения при многих 
болезнях: COVID-19 [18, 19], грипп [20,21], энтеро-
вирусная инфекция [22], острые кишечные инфек-
ции [23], лихорадка денге [24], эпидемический па-
ротит [25], бруцеллез [26], туберкулез [27]. 

Несмотря на универсальность, модель ARIMA 
имеет некоторые ограничения на применение при 
прогнозировании процессов с выраженной сезон-
ностью. Именно поэтому в таких случаях предпоч-
тительно применение модели SARIMA (Seasonal 
ARIMA, модель сезонной интегрированной авторе-
грессии – скользящего среднего) [28]. SARIMA яв-
ляется расширением ARIMA, которое явно поддер-
живает одномерные данные временных рядов с 
сезонным компонентом. Модель этого класса была 

использована для прогнозирования заболеваемо-
сти гриппом [29, 30], энтеровирусной инфекцией 
[12], эпидемическим паротитом [31], холерой [32], 
геморрагической лихорадкой с почечным синдро-
мом [33], малярией [34].

Наряду с перечисленными моделями ограни-
ченное применение находят адаптивные (самокор-
ректирующиеся) модели. Так, модель Хольта − Уи-
нтерса была применена для прогнозирования 
заболеваемости кампилобактериозом [35]. 

Следует отметить, что модели временных ря-
дов, как и регрессионные модели, требуют для ана-
лиза достаточно большой набор ретроспективных 
данных. Вместе с тем, в отличие от регрессионных 
моделей анализ временных рядов не требует из-
учения взаимоотношений между моделируемым 
процессом и объясняющими его независимыми 
переменными, что делает данный класс моделей 
относительно простым в применении. Кроме того, 
анализ временных рядов позволяет моделировать 
эпидемический процесс инфекций, не передавае-
мых напрямую от человека к человеку.

Многокамерные модели
Исторически наиболее ранним [36] классом мо-

делей в эпидемиологии являются многокамерные 
модели (compartmental model [37]), в которых возмож-
ные состояния индивидов в популяции (в контексте 
изучаемого инфекционного заболевания) сводятся 
к набору классов (состояний), а переход из одного 
класса в другой описывается системой дифференци-
альных уравнений. Скорость этого перехода вычис-
ляется на основе наблюдений. Модели данного типа 
дополнительно подразделяют на детерминистские 
и стохастические, с непрерывными и дискретными 
параметрами (главным образом временем) [38]. Так-
же существуют модели, в которых переход из класса в 
класс описывается ветвящимися процессами, такими 
как марковская цепь Монте-Карло (MCMC) [39, 40].

В простейшей модели SIR три класса: воспри-
имчивый (S − susceptible), инфицированный (I 
- infected) и выздоровевший (или выбывший, R 
– recovered/removed) человек. Класс восприим-
чивых характеризуется отсутствием иммунитета 
в результате ранее перенесенного заболевания. 
Численность этого класса увеличивается за счет 
рождаемости и миграции и уменьшается за счет 
естественной смертности и перехода в состояние 
инфицированных. Численность группы инфици-
рованных увеличивается в результате распро-
странения инфекции и уменьшается в результате 
выздоровления или смерти, в т.ч. естественной. 
Выздоровевшие и умершие индивиды из класса 
инфицированных переходят в класс выбывших 
(рис. 2). Для упрощения модели в отдельных слу-
чаях естественное движение населения может не 
приниматься во внимание [38].

Модель SIR может усложняться путем добав-
ления дополнительных классов. Так, латентный 
класс E (exposed) описывает индивидов, уже зара-
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женных, но еще не заразных (т.е. не участвующих 
в процессе передачи инфекции) с образованием 
модели SEIR [41]. Применение таких моделей осо-
бенно важно при длительном инкубационном пе-

риоде, поскольку применение модели SIR в данной 
ситуации даст неудовлетворительный результат: 
инкубационный период будет вносить задержку в 
распространение инфекции. 

Эпидемиология / Epidemiology

Рис. 2. Схема модели SIR

Если изучаемое заболевание после перенесения 
не оставляет стойкий напряженный иммунитет, 
индивиды из класса R в последующем переходят 
обратно в класс восприимчивых S (модель SIRS). 
Для некоторых инфекций класс R может не при-
меняется вообще (модель SIS для гриппоподобных 
заболеваний [42], модель SI для ВИЧ-инфекции 
[43]).

При моделировании распространения высоко-
контагиозных инфекций, поражающих детей ран-
него возраста, наличие материнских антител, де-

лающих младенца невосприимчивым по крайней 
мере в первые 6 месяцев жизни, может вносить 
существенные погрешности в модель. В таких слу-
чаях отдельно выделяют класс невосприимчивых 
лиц в результате наличия материнских антител (М 
– maternally derived immunity) [44]. 

Дополнительная детализация многокамер-
ной модели предполагает дальнейшее ветвление 
классов с введением класса носителей (C – carrier), 
изолированных (Q – quarantined), умерших (D – 
deceased) и т.д. (рис. 3) [45].

Рис. 3. Схема модели MSEIRS с дополнительными классами и сценариями (отмечены серым цветом)

В эпидемиологии многокамерные модели яв-
ляются исторически наиболее ранними и широко 
распространенными. В научной литературе опи-
саны варианты их использования при целом ряде 
инфекционных заболеваний: COVID-19 [46, 47], 
грипп [48, 49], ротавирусная инфекция [50, 51], 
норовирусная инфекция [40], энтеровирусная ин-
фекция [52], корь [53], туберкулез [54], инфекции, 
передающиеся половым путем [55], ИСМП [56]. 
Большое историческое значение имеет модель 
Барояна – Рвачева, описывающая процесс распро-
странения гриппа на территории СССР с учетом 
пассажирооборота на транспорте дальнего следо-
вания [57].

В отличие от регрессионных моделей и моделей 
временных рядов создание многокамерных моде-
лей не требует большого объема (глубины) ретро-
спективных данных. Это преимущество становит-
ся особенно важным при необходимости анализа 

вновь возникающей или «возвращающейся» ин-
фекции. Кроме того, многокамерные модели явля-
ются относительно простыми технически. Вместе с 
тем, данный класс моделей применяется главным 
образом для анализа инфекций, непосредственно 
передающихся от человека к человеку, посколь-
ку опосредованная передача (с участием водного 
фактора или живого переносчика) затрудняет ма-
тематическую формализацию. 

Следует отметить, что классические многока-
мерные модели построены с учетом допущения 
равномерного перемешивания, которое практиче-
ски невыполнимо, и преодоление этой проблемы 
требует их дополнительного усложнения [58]. 

Агентные модели
С появлением современных высокопроизво-

дительных средств вычисления появилась техни-
ческая возможность создания моделей принци-
пиально нового класса, описывающих изучаемый 
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процесс как систему децентрализованных вирту-
альных элементов (агентов), взаимодействующих 
друг с другом и со средой в соответствии с набором 
правил, определенных исследователем. В таких 
моделях, названных агентными, процесс модели-
рования иерархически организован «снизу–вверх» 
от отдельно взятых элементов к их совокупности, 
что определяет поведение системы в целом [59]. 
Агенты могут быть наделены множеством раз-
личных свойств, включая принадлежность к со-
цио-экономической группе, плотность контактов 
внутри нее и за пределами, показатели индивиду-
ального здоровья. Агентные модели характеризу-
ются принципиально более высокой технической 
сложностью их реализации в сравнении с моделя-
ми других классов. Вместе с тем, они точнее описы-
вают неоднородность свойств изучаемой популя-
ции и вероятностей прогнозируемых событий [60]. 

В эпидемиологии инфекционных болезней 
агентные модели состоят как минимум из трех 
компонентов: популяция, социальные взаимодей-
ствия и модель передачи инфекции [61]. Послед-
ний компонент может быть реализован в виде ва-
рианта многокамерной модели, в которую за счет 
других компонентов привносится необходимая 
гетерогенность популяции и взаимодействий вну-
три нее [62]. 

Агентные модели широко применяются для мо-
делирования эпидемического процесса и ответных 
мероприятий, в том числе на уровне государствен-
ных служб. Существуют модели распространения 
COVID-19 [63], гриппа А (H5N1) [64] и гриппопо-
добных заболеваний [65], кори [66], ВИЧ-инфек-
ции [67], норовирусной инфекции в медицинских 
организациях [68]. Разработаны модели распро-
странения натуральной оспы в случае актов био-
терроризма и влияния мер вакцинации [69]. 

Данный класс моделей особенно ценен возмож-
ностью моделировать влияние противоэпидеми-
ческих и профилактических мероприятий на ход 
эпидемического процесса и тем самым оценивать 
их потенциальную эффективность. Их существен-
ным ограничением является трудоемкость соз-
дания и калибровки моделей, что затрудняет их 
оперативное применение в отношении «новых» и 
«возвращающихся» инфекций.

Искусственные нейронные сети
С развитием технологий искусственного интел-

лекта в эпидемиологии стали появляться новые 
классы моделей. Термин «искусственные нейрон-
ные сети» (ИНС) охватывает совокупность широ-
ко применяемых методов машинного обучения, 
имитирующих механизмы, которые действуют в 
биологических организмах. Вычислительные эле-
менты соединяются между собой посредством свя-
зей, имеющих определенные веса, которые игра-
ют ту же роль, что и силы синаптических связей в 
биологических организмах. Каждый вход нейрона 
масштабируется в соответствии с его весом, что 

влияет на результат вычисления функции в ка-
ждом элементе. Процесс обучения происходит пу-
тем изменения весов связей, соединяющих нейро-
ны. Точно так же, как для обучения биологических 
систем нужны внешние стимулы, в искусственных 
нейронных сетях внешним стимулом являются 
тренировочные данные, содержащие пары значе-
ний «вход−выход» той функции, которой должна 
обучиться сеть. Нейронная сеть использует тре-
нировочные данные, передаваемые ей в качестве 
входных обучающих примеров, для предсказания 
(прогнозирования) выходных значений. Трени-
ровочные данные обеспечивают обратную связь, 
позволяющую корректировать веса в нейронной 
сети в зависимости от того, насколько адекватен 
выход, предсказанный для конкретного входного 
значения. Таким образом, принцип работы ИНС с 
обучением учителем имеет много общего с регрес-
сионной моделью.

Для моделирования в эпидемиологии приме-
няют ИНС с различной архитектурой. Так, много-
слойный перцептрон (персептрон) с обратным 
распространением ошибки применяется для 
прогнозирования заболеваемости COVID-19 [70], 
гриппоподобными [71] и диарейными [72] заболе-
ваниями, энтеровирусной инфекцией [73], маля-
рией [72], клещевым вирусным энцефалитом [74], 
токсокарозом [75]. Наряду с этим, применяются 
нейросети с долгой краткосрочной памятью (для 
прогнозирования заболеваемости гриппом [76] 
и гриппоподобными заболеваниями [77]), рекур-
рентные нейросети (для прогнозирования заболе-
ваемости респираторными и кишечными инфек-
циями [78]), сети радиально-базисных функций 
(для прогнозирования заболеваемости гепатитом 
B [79]).

ЗАКЛЮЧЕНИЕ
Наиболее употребительные классы методов 

моделирования динамики инфекционных болез-
ней включают статистические модели (регресси-
онные, модели временных рядов), математические 
модели (детерминистские и стохастические мно-
гокамерные (или компартментные), агентные), а 
также искусственные нейронные сети. При этом 
ряд методов (регрессионный анализ, анализ вре-
менных рядов, искусственные нейронные сети) 
относительно просты в реализации, однако тре-
буют наличия достаточно большого объема ре-
троспективных данных для обучения модели. 
Многокамерные модели частично лишены этого 
ограничения, существует возможность быстрого 
их создания для анализа «новых» и «возвращаю-
щихся» инфекций, однако их реализация связана 
с проблемой неоднородности популяции хозяина. 
Агентные модели, наиболее совершенно описыва-
ющие неоднородность популяции хозяина и соци-
альных взаимодействий в ней, отличаются высо-
кой технической сложностью.

Таким образом, современная эпидемиология 
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располагает многообразием методов математиче-
ского моделирования, способным охватить весь 
спектр потребностей специалистов обществен-
ного здравоохранения. Очевидно, необходима ре-
ализация подобных методов в виде доступных и 
дружественных пользователю программных про-

дуктов, а также дополнительная профессиональ-
ная подготовка эпидемиологов в области анализа 
данных. Оптимальным решением представляется 
создание отраслевого программного обеспечения, 
пригодного в том числе для образовательных це-
лей. 
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